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A B S T R A K 
Sektor Usaha Mikro Kecil dan Menengah (UMKM) menjadi salah satu faktor utama yang 
mendorong pertumbuhan ekonomi Indonesia. Jumlah kategori UMKM yang banyak perlu 
dilakukan pengelompokan agar dapat membantu pemerintah dalam mendukung 
pengembangan UMKM. Dalam penelitian ini dilakukan pengelompokan UMKM berdasarkan 
kategori menggunakan algoritma K-Means dan K-Medoids. Data yang digunakan dalam 
penelitian ini adalah data UMKM Kota Magelang yang diambil dari PeRSADA sebanyak 3491. 
Pada tahap pengolahan data dilakukan pengecekan tipe data, penanganan data yang hilang, 
pelabelan dan penjumlahan kategori UMKM. Setelah data diolah maka dilakukan 
pengelompokan data menggunakan algoritma K-Means dan K-Medoids. Pengelompokan 
kategori UMKM menggunakan algoritma K-Means dan K-Medoids menghasilkan 3 klaster. 
Pengelompokan menggunakan K-Means menghasilkan klaster tinggi sebanyak 1 kategori, 
klaster sedang 3 kategori, dan klaster rendah 60 kategori. Pengelompokan menggunakan K-
Medoids menghasilkan klaster tinggi 1 kategori, klaster sedang 2 kategori, dan klaster rendah 
61 kategori. Berdasarkan nilai DBI, algoritma K-Means mempunyai nilai 0,496 sedangkan 
algoritma K-Medoids bernilai 0,499. Dengan demikian klastering UMKM Kota Magelang 
menggunakan K-Means lebih baik daripada algoritma K-Medoids. Melalui pengelompokan 
UMKM berdasarkan kategori dapat membantu memberikan informasi untuk pengembangan 
UMKM.  
 
Kata Kunci: UMKM, Klastering, K-means, K-Medoids. 
 
A B S T R A C T 
The Micro, Small and Medium Enterprises (MSME) sector is one of the main factors driving 
Indonesia's economic growth. The large number of MSME categories needs to be grouped to 
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assist the government in supporting the development of MSMEs. This research grouped 
MSMEs based on categories using the K-Means and K-Medoids algorithms. The data used in 
this research is 3491 Magelang City MSME data taken from PerSADA. Data type checking, 
handling of missing data, labelling and adding up MSME categories were carried out at the 
data processing stage. After the data has been processed, it is grouped using the K-Means and 
K-Medoids algorithms. Grouping the MSME category using the K-Means and K-Medoids 
algorithms produces 3 clusters. Grouping using K-Means creates a high cluster of 1 category, 
a medium cluster of 3, and a low cluster of 60 categories. Grouping using K-Medoids produces 
a high cluster of 1 category, a medium cluster of 2 categories, and a low cluster of 61 
categories. Based on the DBI value, the K-Means algorithm has a value of 0.496, while the K-
Medoids algorithm has a value of 0.499. Thus, Magelang City MSME clustering using K-Means 
is better than the K-Medoids algorithm. Grouping MSMEs based on categories can provide 
information for MSME development.  
 
Keywords: MSME, Clustering, K-Means, K-Medoids. 

1. PENDAHULUAN 

Sektor Usaha Mikro Kecil dan Menengah (UMKM) menjadi salah satu faktor utama yang 
mendorong pertumbuhan ekonomi Indonesia[1]. Website PeRSADA (https://satudata.dinkop-
umkm.jatengprov.go.id/) adalah sistem informasi yang menyediakan layanan data terpadu 
untuk koperasi dan UMKM, dikelola oleh Dinas Koperasi, Usaha Kecil, dan Menengah Provinsi 
Jawa Tengah. UMKM Kota Magelang tercatat berjumlah 3.491 di PeRSADA dan UMKM dibagi 
menjadi 9 kategori, yaitu Pertanian, Peternakan, Kehutanan, Perikanan; Pertambangan dan 
Penggalian; Industri Pengolahan, Listrik, Air, Gas; Bangunan; Perdagangan, Hotel, Resto; 
Pengangkutan dan Komunikasi; Keuangan, Sewa, Jasa Perusahaan; dan Lainnya. PeRSADA 
memiliki salah satu tugas dalam membuat rekapitulasi data dan statistik UMKM di seluruh 
provinsi Jawa Tengah. Mengingat jumlah UMKM yang cukup signifikan, diperlukan 
pengelompokan UMKM agar dapat membantu pemerintah terkait untuk penetapan strategi 
pemasaran yang tepat sebagai prioritas utama untuk mengembangkan pasar [2].  

Penelitian yang membahas tentang pengelompokan UMKM sudah banyak dilakukan. 
Teknik partisi adalah salah satu pendekatan dalam pengelompokan data. Algoritma K-Means 
dan algoritma K-Medoids termasuk dalam kategori teknik partisi dalam proses 
pengelompokan [3], [4]. Penelitian pengelompokan UMKM menggunakan Rapidminer dengan 
algoritma K-Means Clustering yang menghasilkan 3 klaster yaitu mikro, kecil dan menengah 
yang berdasarkan aset dan omset [5]. Penelitian yang membandingkan algoritma K-Means 
dengan K-Medoids pada data transaksi bongkar muat yang membutuhkan waktu pengolahan 
1 menit untuk K-Means dan 1 menit 38 detik untuk K-Medoids [6]. Penelitian yang membahas 
pengelompokan UMKM Kebumen dengan membandingkan algoritma K-Means dengan K-
Medoids yang menghasilkan 3 klaster baik dengan algoritma K-Means maupun K-Medoids [7]. 

Berdasarkan penelitian sebelumnya, maka akan dilakukan penelitian dengan 
menggunakan algoritma K-Means dan K-Medoids untuk membandingkan dalam 
pengelompokan data UMKM Kota Magelang. Algoritma K-Means dan K-Medoids adalah dua 
metode pengelompokan yang memiliki perbedaan dalam cara mereka menentukan pusat 
klaster dan dalam hal ketahanan terhadap outlier [8]. Maka pada penelitian ini akan 
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membandingkan kedua algoritma dalam pengelompokan data dan mengukur validitas hasil 
pengelompokan.  

 
2. METODE  

Metode penelitian dilakukan dengan Data yang siap dilakukan Preprocessing Data lalu 
dikelompokkan dengan 2 metode yaitu K-Means dan K-Medoids yang hasil dari kedua metode 
akan dievaluasi dan dibandingkan [9][11]. 

 

 
Gambar 1. Alur metode penelitian 

 
2.1. Data 

Metode yang digunakan dalam pengumpulan data penelitian adalah data sekunder [12]. 
Data UMKM Kota Magelang didapatkan dari website PeRSADA [13]. Data UMKM yang 
digunakan memiliki atribut NIK, Nama Usaha, Klasifikasi, Kategori, Tenaga Kerja Laki-Laki dan 
Tenaga Kerja Perempuan dengan jumlah data sebanyak 3.491. 

 

2.2. Pengolahan Data 
Proses pengolahan data ini menghasilkan data final yang akan digunakan dalam 

pemodelan data [13], [14]. Pengolahan data meliputi pengecekan nilai yang hilang (missing 
value), data duplikat, pengecekan tipe data dan label encoder. Jika terdapat missing value 
maka nilai yang hilang diganti dengan nilai modus karena data yang digunakan termasuk data 
kategorikal. Selanjutnya data dikelompokkan berdasarkan kategori UMKM dengan atribut 
yaitu kategori dan jumlah yang menyatakan jumlah UMKM kemudian dilakukan label encoder. 
Hasil dari pengolahan data digunakan sebagai input dalam model klastering. 
 
2.3. Metode yang Digunakan 

2.3.1. Algoritma K-Means 
Berikut ini adalah tahapan-tahapan untuk menghitung metode K-Means [15], [16]: 

1. Tentukan jumlah K (Klaster) dengan nilai yang lebih kecil dari total jumlah data. 
2. Pilih K titik klaster secara acak, di mana setiap titik ini akan menjadi pusat centroid dari   

kelompok (klaster) masing-masing. 
3. Hitung jarak dan alokasikan masing-masing data ke Centroid atau rata-rata terdekat, 

dengan rumus: 

                                                                                                     (1) 
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Keterangan: 
d = jarak 
n = banyaknya objek 
j = dimulai 1 sampai n 

 = feature objek ke j terhadap x 

 = Centroid feature ke j 
 

2.3.2. Algoritma K-Medoids 
Berikut ini adalah tahapan-tahapan untuk menghitung metode K-Medoids [17], [18]: 

1. Menentukan pusat klaster sebanyak k. 
2. Mengalokasikan data untuk klaster terdekat dengan rumus ukuran jarak euclidean 

distance. 
3. Memilih acak objek pada setiap cluster yang digunakan untuk medoid baru. 
4. Menghitung jarak masing – masing objek berada pada setiap klaster. 
5. Kandidat medoids baru dengan menggunakan rumus euclidian distance. 
6. Menghitung total simpangan (S) menggunakan menghitung nilai total distance baru 

sampai total distance lama. Jika S<0, maka tukar objek dengan hasil data klastering 
untuk membentuk sekumpulan k objek baru untuk medoids. 

7. Ulangi urutan 3 sampai 5 hingga tidak ada perubahan medoids. 
8. Sampai mendapatkan klaster beserta masing – masing anggota klaster. 

 
2.4. Evaluasi Hasil 

Hasil klaster akan di evaluasi dengan metode yaitu Davies Bouldin Index (DBI). DBI adalah 
ukuran untuk mengevaluasi kinerja pengelompokan [19][21]. Hasil dari DBI akan dibandingkan 
antara algoritma K-Means dengan K-Medoids. Tujuan daripada perbandingan ini untuk 
mengetahui yang mana semakin baik klaster yang diperoleh dari pengelompokan. Rentang 
nilai DBI dimulai dari nilai optimal (semakin kecil) yaitu nilai DBI yang semakin kecil 
menunjukkan kualitas clustering yang semakin baik. Nilai mendekati 0 menandakan bahwa 
klaster bersifat kompak dan terpisah dengan baik [23]. 
 

Tabel 1. Rentang Nilai DBI 

DBI Keterangan 

0 Klaster bersifat kompak dan terpisah 
0 – 0,5 Klaster baik dengan sejumlah pengecualian 
0,5 - 1 Klaster dapat diterima, namun perlu diperbaiki 

 

3. HASIL DAN PEMBAHASAN 

Data yang digunakan adalah data UMKM yang diperoleh dari situs website resmi 
PeRSADA [13]. Jumlah data adalah 3941 UMKM dengan atribut NIK, Nama Usaha, Klasifikasi, 
Kategori, Tenaga Kerja Laki-Laki dan Tenaga Kerja Perempuan seperti pada Tabel 2. 
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Tabel 2. Dataset 

No NIK 
Nama 
Usaha 

Klasifik
asi 

Kategori 

Tenaga 
Kerja 
Laki-
laki 

Tenaga 
Kerja 
Perempu
an 

1 33710167xxxxxx
xxx 

Linawati Mikro Makanan/Minu
man  

1 1 

2 33710163xxxxxx
xxx 

Snack 
Diyah  

Mikro Kegiatan 
Lainnya  

0 0 

3 33710149xxxxxx
xx 

Penjahit 
Mbak 
Nur  

Mikro Kegiatan 
Lainnya  

0 0 

… … … … … … … 
34
89 

33710202xxxxxx
xx 

Sudarno 
kelonton
g 

Kecil Makanan/Minu
man  

0 0 

34
90 

33011158xxxxxx
xxx 

PawonR
N 

Kecil Makanan/Minu
man  

1 0 

 
Pada tahap pengolahan data dilakukan pengecekan data dan pengolahan data. 

Pengecekan data dilakukan dengan pengecekan tipe data dan data duplikat. Pada tahap 
pengolahan data dilakukan pengecekan missing value. Missing value dalam data sebanyak 13 
yang ditampilkan pada Gambar 1 dan ditangani dengan nilai modus sehingga tidak ada data 
missing value yang disajikan pada Gambar 2. 

 

 
 

Gambar 1. Missing value  
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Gambar 2. Penanganan missing value  

 
Selanjutnya dilakukan perhitungan jumlah data setiap kategori pada atribut Kategori 

yang akan menghasilkan dua atribut yaitu kategori dan jumlah seperti pada Gambar 3a. 

     
(a)                                              (b) 

Gambar 3. Hasil perhitungan data berdasarkan kategori (a) dan pelabelan data (b) 
 

 Gambar 3a adalah hasil dari perhitungan setiap kategori yang muncul di atribut kategori. 
Pada kolom kategori merupakan data semua jenis kategori yang ada di dalam data dan kolom 
jumlah adalah jumlah dari setiap kategori yang ada di dalam data. Kategori yang tercatat 
dalam data ada sebanyak 66 kategori. Hasil perhitungan data berdasarkan kategori diperoleh 
bahwa kategori Kegiatan Lainnya mempunyai jumlah yang paling banyak. Tahap pengolahan 
data selanjutnya adalah melakukan pelabelan untuk data kategori seperti pada Gambar 3b. 

 Proses awal dalam algoritma K-Means adalah menentukan jumlah klaster (k). Salah satu 
metode umum untuk menentukan k adalah menggunakan Elbow Method dengan mencoba 
beberapa nilai k. Pilih nilai k dengan penurunan nilai secara signifikan sehingga membentuk 
siku-siku pada grafik Gambar 4.  
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Gambar 4. Elbow method K-Means 

 
 Setelah menentukan k, algoritma K-Means memulai dengan menentukan centroid awal 

untuk setiap klaster secara acak. Titik data kemudian didistribusikan ke klaster berdasarkan 
jarak Euclidean terdekat ke centroid klaster. Centroid klaster dihitung sebagai rata-rata dari 
semua titik data dalam klaster. Klastering dilakukan dengan menggunakan algoritma K-Means 
dan mendapatkan hasil pengelompokan nya. 

 Gambar 5 dan 6 adalah hasil dari klastering metode K-Means membagi data UMKM Kota 
Magelang menjadi tiga klaster. Penamaan klaster adalah tinggi, sedang dan rendah sesuai 
dengan jumlah UMKM berdasarkan kategori. Pengelompokan data menggabungkan UMKM 
mikro dan kecil. Klaster pertama hanya ada satu kategori yaitu Kegiatan Lainnya. Kategori 
Kegiatan Lainnya berisi seperti Jasa, Akomodasi dan Penyediaan Makanan Minuman, Jasa 
Pendidikan dan Pelayanan RT, Jasa Kesehatan dan Kegiatan Sosial, Konstruksi, dan Perorangan 
berdasarkan website PeRSADA[13]. Klaster kedua ada tiga kategori didalamnya yaitu 
Perdagangan dan Reparasi, Makanan/Minuman, Industri Pengolahan, dan Jasa. Klaster ketiga 
terdapat 60 kategori yang memiliki jumlah paling banyak diantara kedua klaster lainnya. 

 

 
Gambar 5. Hasil Klastering  K-Means 
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Gambar 6. Visualisasi klastering algoritma K-Means 

 
Proses awal dalam algoritma K-Medoids adalah menentukan jumlah klaster (k). Salah 

satu metode umum untuk menentukan k adalah menggunakan Elbow Method dengan 
mencoba beberapa nilai k. Pilih nilai k dengan nilai penurunan secara signifikan sehingga 
membentuk siku-siku pada grafik pada Gambar 7.  

 

 
Gambar 7. Elbow method K-Medoids 

 
Setelah menentukan k, algoritma K-Medoids memulai dengan menentukan medoid awal 

untuk setiap klaster secara acak. Titik data kemudian diatribusikan ke klaster berdasarkan 
jarak Euclidean terdekat ke medoid klaster. Medoid klaster dihitung sebagai objek dalam 
klaster yang memiliki total jarak terkecil ke objek lain dalam klaster tersebut. Klastering 
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dilakukan dengan menggunakan algoritma K-Medoids dan mendapatkan hasil 
pengelompokan nya. 

 Gambar 8 dan 9 adalah hasil dari klastering metode K-Medoids membagi data UMKM 
Kota Magelang menjadi tiga klaster. Penamaan klaster adalah tinggi, sedang dan rendah 
sesuai dengan jumlah UMKM berdasarkan kategori. Pengelompokan data menggabungkan 
UMKM mikro dan kecil. Klaster pertama hanya ada satu kategori yaitu Kegiatan Lainnya. 
Klaster kedua ada tiga kategori didalamnya yaitu Perdagangan dan Reparasi, 
Makanan/Minuman dan Industri Pengolahan. Klaster ketiga terdapat 61 kategori yang 
memiliki jumlah paling banyak diantara kedua klaster lainnya. 

 

 
Gambar 8. Hasil klastering K-Medoids 

 

 
Gambar 9. Visualisasi klastering K-Medoids 
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3.1. Evaluasi Data 
 Hasil dari 2 metode dilakukan perbandingan dengan menggunakan Davies-Bouldin Index 

(DBI) untuk penilaian nya. Hasil nilai DBI klastering menggunakan K-Means dan K-Medoids 
seperti pada Tabel 3. 

Tabel 3. Hasil Nilai DBI 

Algoritma Nilai DBI 

K-Means 0,496 

K-Medoids 0,499 

 
 Berdasarkan evaluasi kinerja pengelompokan menggunakan nilai DBI pada Tabel 3, 

algoritma K-Means mendapatkan nilai sebesar 0,496, sementara algoritma K-Medoids 
memperoleh nilai sebesar 0,499. Terdapat selisih 0,003 antara kedua algoritma, yang 
menunjukkan bahwa algoritma K-Means bekerja lebih efektif dibandingkan dengan algoritma 
K-Medoids dalam konteks klastering.  

 Perbedaan nilai DBI antara K-Means dan K-Medoids dapat disebabkan oleh sensitivitas 
K-Means terhadap outlier. Jika dataset memiliki outlier, K-Medoids mungkin memberikan hasil 
yang lebih baik karena penggunaan medoid yang lebih stabil terhadap variabilitas data. 
Meskipun selisih nilai DBI cukup kecil, penting untuk mempertimbangkan konteks data dan 
karakteristiknya. Dalam beberapa kasus, perbedaan ini mungkin tidak signifikan, tetapi pada 
data yang lebih kompleks atau dengan adanya outlier, keunggulan K-Medoids dalam 
menangani outlier dapat menjadi pertimbangan penting.  

 Algoritma K-Means dan K-Medoids adalah dua pendekatan yang berbeda dalam 
melakukan klastering. Meskipun K-Means dan K-Medoids memiliki tujuan yang sama, yaitu 
membentuk klaster yang homogen, terdapat perbedaan dalam cara mereka menentukan 
pusat klaster (centroid atau medoid) dan cara mengukur jarak antara data dengan pusat 
klaster. Namun, keefektifan suatu algoritma dapat sangat tergantung pada distribusi dan sifat 
spesifik dari data.  

 Dalam beberapa kasus, K-Medoids dapat lebih baik menangani outlier karena 
menggunakan medoid sebagai pusat klaster. Oleh karena itu, penting untuk menguji dan 
membandingkan kinerja keduanya pada dataset spesifik untuk menentukan algoritma yang 
paling sesuai. Keefektifan algoritma klastering dapat sangat tergantung pada karakteristik 
spesifik dataset. K-Means dan K-Medoids memiliki kelebihan dan kekurangan masing-masing, 
dan pilihan terbaik dapat bervariasi tergantung pada data yang hadapi. Jika DBI menunjukkan 
bahwa K-Means lebih baik, itu mungkin merupakan pilihan yang baik untuk dataset. 

 Data yang digunakan dalam penelitian ini masih mempunyai informasi yang belum jelas 
yaitu untuk kategori Kegiatan Lainnya. Jumlah UMKM untuk kategori kegiatan Lainnya paling 
banyak dibandingkan kategori UMKM yang lain. Hal ini memberikan informasi yang tidak jelas 
sehingga identifikasi dan penanganan untuk pengembangan UMKM menjadi sulit dilakukan 
oleh pemerintah. Dengan demikian perlu peninjauan Kembali terhadap pengelompokan 
kategori UMKM di website PeRSADA sehingga dapat memberikan penjelasan lebih detail 
tentang kategori UMKM untuk Kegiatan Lainnya. 
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4. KESIMPULAN 

Hasil dari penelitian dari menggunakan algoritma K-Means dan K-Medoids menghasilkan 
3 klaster. Algoritma K-Means klaster tinggi sebanyak 1 kategori, klaster sedang 3 kategori, dan 
klaster rendah 60 kategori. Algoritma K-Medoids klaster tinggi 1 kategori, klaster sedang 2 
kategori, dan klaster rendah 61 kategori. Berdasarkan nilai DBI algoritma K-Means bernilai 
0,496 sedangkan algoritma K-Medoids bernilai 0,499. Maka berdasarkan hasil DBI algoritma 
K-Means lebih bagus klastering nya daripada algoritma K-Medoids pada kasus Klastering 
UMKM Kota Magelang, karena nilai DBI K-Means lebih mendekati 0. Berdasarkan hasil 
klastering dapat memberikan gambaran yang berguna bagi pihak terkait untuk merancang 
strategi atau memberikan dukungan khusus terhadap pengembangan UMKM Kota Magelang. 
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